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Preco spracovavame exp. data?

* Meranie veliCiny

* Hladanie suvisu medzi meranymi velicinami — koreluju?
* QOverenie teoretickeho modelu

* QOverenie hypotézy



Cim spracovavat exp. data?

Automatizacia zberu a analyzy dat (videa, fotografie, zvuk)
* Audacity
* [mage)
* Tracker
* OpenCV [C++, Python, Matlab, ...]
* Textoveé subory - priklad vystup dig. osciloskopu

Automatizacia a spracovanie velkeho mnozstva dat
« Excel
 Python [SciPy, NumPy, ...]
* R, Matlab, ...



Spracovanie chyb merania



Preco potrebujeme vediet urcit chybu merania?

Odmerali sme hmotnost zavazia ...

1.23 kg
(1.23 £ 5) kg

R6zna uzitocnost
(1'23 L 1'1) kg informécie
(1.23 T 0.1) kg
(1.23 T 0.02) kg



Systematickeé vs nahodné chyby

Accuracy - I::[esnost'
Systematicka chyba
Priklady: @
. Nepresnost pristroja
meranie dlzky — najmensia jednotka
. Systematicky vplyv okolia —,,fuka vietor sprava“

. espravna kalibracia pristroja

Not Accurate Accurate
Not Precise Not Precise
Precision — opakovatelnhost
Nahodna chyba
Priklady: @
. Sum
. FluktuacieT, p
. Reakcéna doba
Not Accurate Accurate
Precise and Precise

Zdroj - http://www.carolina.com/teacher-resources/Interactive/accuracy-versus-precision-beanbag-toss/
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Ako urcit nahodnu chybu?

Priklad — chceme urcit cas kedy kyvadlo prejde rovnovaznou polohou; ¢as padu, atd.
Chyba domininovana reakcnou dobou stlacenia stopiek.

Tmer = dgkut T T

p(7)1

Potrebujeme zmerat reakcny ¢as
sldealny scenar“ — meranie viem opakovat ,,do nekonecnha“

Zistim skutoCnu pravdepodobnostnu distribuciu p(’?‘)
> pravdepodobnost namerania hodnoty T; € {7-?:; T; + AT} je p(Ti)AT



Ako urcit nahodnu chybu?

Ak poznam skutocnu pravdepodobnostnu distribuciu
rozdelim si x-ovu os na vela malych dielikov

p(7)]

Priemerna hodnota
p(r) = mip(ri)AT
i

* Disperzia

D(t) = Z (1 — (7)) p(ri) AT

. étandardnéodch;’dka O‘(’T) _ \/D(’T)

Problém - skuto¢nu pravdepodobnostnu distribuciu nepozname!



Ako odhadnut nahodnu chybu?

V praxi mame iba limitovany po¢et merani /N napr. 5, 10, ..., 15, ...

isrel,2,...,N
Chceme z nich ¢o najpresnejsie urcit meranu veli¢inu (v tomto pripade reakény cas).

Teda ¢o najlepSie odhadnut skuto¢ny priemer u(7) a skutoénu Standardnt odchylku o(7)
Statistickeho suboru.

,»Kucharsky recept*

p(r) = 7= %;Ti

Preco?




Interval spolahlivosti

Meranu velicinu potom odhadneme ako

T=7 + ts(7)
Kde t je tzv. Studentov koefficient
t(P,n)

n| P=683% | P=950% | P=99,0% | P=99,73%
3 1,32 4,30 9,92 19,21
4 1,20 3,18 5,84 9,22
5 1,15 2,78 4,60 6,62
6 1,11 2,57 4,03 5,51
7 1,09 2,45 3,71 4,90
8 1,09 2,37 3,50 4,53
9 1,07 2,31 3,36 4,27
10 1,06 2,26 3,25 4,09
11 1,06 2,23 3,17 3,96
12 1,05 2,20 3,11 3,85
15 1,04 2,15 2,98 3,63
20 1,03 2,08 2,86 3,45
30 1,02 2,05 2,76 3,28
50 1,01 2,01 2,68 3,16
100 1,00 1,98 2,63 3,08
0 1,00 1,96 2,58 3,00

Vid. napr. Bohumil Vybiral — Zpracovani dat fyz. merani
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[Nepovinny slide] PreCo sa priemer a statisticka odchylka takto odhaduje?

Drviva vacsina distribucii chyb ma normalové rozdelenie!
Potom hustota pravdepodobnosti namerat hodnotu 7 ma tvar

5 3O .
1 (SL‘ — )2 %30 . :
p('T) — EXp o 9 §25— |
V 27o? 6 Sul :
=15 |
Parametre [ & O av8ak samozrejme nepozname! g |
5 1
0 ] \ ' \ |

0.150 0175 0200 0.225 0250 0.275

Reakéna doba [sl]

Pravdepodobnost namerat sadu hodnét je (nezavislé merania)

1
p — p(Tl)p(Tg). . .p(’TN)NEXp YD) (1; _#)2]
Najdeme také ﬂ ako také U, ktoré maximalizuje tento vyraz (pozri v literature

maximum likehood estimation ). Podobne ajpre O

["INapr. en.wikipedia.org/wiki/Maximum_likelihood_estimation "




[Nepovinny slide] Preco sa priemer a statisticka odchylka sa takto odhaduje?

Da sa ukazat, Zze takéto odhady

ﬂ:?: %;Ti

. 1 _\ o
U:\/N—l ;(Ti—ﬂ

* SU,nevychylené“—t.j. v priemere (pre rézne opakovania experimentu pre fixné [V) vedu
k skutocnym hodnotam pao

e Ug&inné“ - davaju najmensiu moznu strednu kvadraticku chybu voé&i skuto&nému priemeru
a Standardnej odchylke pre N — 00, t.j. ,nevieme vymysliet lepSi vzorcek,
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Veli¢inu, ktoru pocitam - f

»

* Minvs maxalebo
e Metdda linearizacie

~|2f

u(f) ~ | oL

Pozor pri nelinearnych funkciach nie je pravdepodobnostné
rozdelenie vo vypocitanej premenennej normalové

P (f(2)) = |92

p(z)

(Plati iba pre malé useky, pre prosté funkcie)

Merana veli¢ina - x
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irenie chyb - funkcie viac premennych

Pl

Priklad — meranie tiazového zrychlenia

u(1)? = 5(7)* + (AT)?

g ! f(LU, y) 4721

;g 9= T2

\g— Nezavislé veliciny o7 of

£ u(f) ~ B u(z) + By u(y)
g alebo

3 s O |05
g (D |G @) | o it

aj skladanie nahodnej a systematickej chyby
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Pl

I f(z,y)

Veli¢inu, ktoru pocitam

irenie chyb - funkcie viac (korelovanych) premennych

Korelované veliCiny,
napr. teplomery v miestnosti, z ktorych zistujem

priemernu teplotu

)zuz(a’:) + ( )211,2(1;) + 2r (

A

of
dy

ﬁ
ox

of
Oy

Juteuts

Korelacny koeficient
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Korelacia

H

“Odmeria ako suvisi zmena jednej veliCiny so zmenou druhej veliciny’

r— Zm((lz — z)(yi — ,U:;,:J,)) Pearsonov

korelacny koeficient

OOy

Vieme spocitat pre lubovolnu dvojicu premennych

R = —0.0826
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Porovnavanie exp dat
a teoretickeho modelu
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Ako na to? Vyniest do grafu!

] 14
T =2my| —
g

1.2
1.0
0.8

0.6

0.1

0.2

0.3

0.4

0.5
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Ako na to? Vyniest do grafu!

I 1.4
T =2my| —
g

1.2

1.0

T [s]

0.8

0.6

0.5
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Ako na to? Vyn

y 2.5
T =2my| —
g

2.0

0.5

lest do grafu!

B | I ! _
T? = f-l:i'TZi
g
R =0.9994
Co by sa dalo urobit
este lepsie?
I I I I I I
0.1 0.2 0.3 0.4 0.5 0.6

1 [m] "



Porovnavat polohu alebo rychlost, ... ?

3.0

2.5

2.0

v [mm/s]

1.0

0.5

0.0

F=_—A—(Cv

3.0

25

2.0

v [mm/s]

1.0

0.5

0.0

1.5 ff
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Zistovanie parametrov teoretického
modelu z exp. dat



Metoda najmensich stvorcov

Castokrat chceme z nameranej zavislosti Ti, Yi
Urcit parametre modelu, majuc na pamati nejaky konkrétny model
napr. y(x) =ax +b

Chceme teda z nameranych dvojic Z;, Y;
Zistit optimalnu sadu parametrov a, b

Ak je model spravny, tak y; = ax; + b+ ¢;

Distribuciu chyb nepozname, ale predpokladame, ze je
z normalneho rozdelenia ¢ ~ N(0, 9—2)

Optimé&lne parametre minimalizujice L =Y (y; — (az; +b)))

23



Metoda najmensich stvorcov

Optimalne parametre minimalizujuce [ — E(yi — (az; +b)))?

|

oL ! oL !
90~ Vg 70

J DT — 7 2o Ti D Vi

¢= 2 1 2\ 2
i Ty — W(va?)

- x Yu-ay X

Sustava linearnych rovnic pre a, b
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Preco najmensie stvorce odchylok?

Predpokladame, normalne rozdelenie chyb v y-vej premennej

( ) 1 B €2
€) = Xp | ———
p vV o2 b 202

€ = Ynamerane — Ymodel
Spomenme si na metdédu maximum likelihood
Pravdepodobnost namerat N-ticu dat

1

p = ple1)p(e2)...plen)Ae€r... Aey ~ Exp [252 (i — (aw; + b;))”

Hladame taky model, ktory tuto pravdepodobnost maximalizuje

25



Ak maju vstupné data roznu chybu?

Predpokladame, normalne rozdelenie chyb v y-vej premennej

1 2
_ Exp | — —
P(e) vV 22 P [ 207 ]

€ = Ynamerane — Ymodel

Odtial vidime, ze ak datove body nemaju rovnaku standardnu odchylku &

— Exp [_Z(y%(;:;‘l‘bz)) }

1
Exp ~ 5o (y; — (az; + bi))g

2

1

L=3 0~ (azi+5))" > L= Z(% aiwb))

2
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Oponent mi uk

TZ [82]

2.5

2.0

1.5

1.0

0.5

aze takyto graf.
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Odhad chyby parametrov fitu

Vyuzitim pravidiel pre Sirenie chyb a dosadenim do rovnic pre koeficientyaab
(vid literatura)

2
2 Ty
o, —
>.i (@i — @)
1 z
2 2 |
JEII = I L
’ _N >i (@i — 113)2
Je to uzitocné? s o Z@(yi . (ﬂmi + b))z
Ery ~ Uyeg n — 92
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Hodnotenie kvality fitu

Vyuzitim pravidiel pre Sirenie chyb a dosadenim do rovnic pre koeficientyaab
(vid literatura)
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Priklad — meranie tiazoveho zrychlenia analyzou volného padu

Tab. 12 Vypocet tihového zrychleni regresni analyzou

t; Z; Yi
= — - S a2 = 5,14232 ¢4
S x;y; = 50,40269 m-s 2
0 |0 0 S 2 = 494,04 m?
0,90 | 0,405 4,0 e 0040269 o -2
1.03 | 053045 | 5.2 "' =9=F 1z ms T = 98010 ms
q W) J J 2
* / ’ 3 ~50,40269 S
1,10 | 0,605 6.0 S = (494*04 514232 ) m* = 0,01568 m
=
1,20 | 0,720 7,0 5= 0*0?68 m = 0,0443 m = 0,05 m
1,28 | 0,8192 | 8,0 |
Spx = 0,024 m-s 2 =0,019m-s2=0,02m-
1,35 | 0,91125 | 9,0 V5142
1,43 | 1,02245 | 10,0 °
_ =2
150 | 1,125 | 11,0 g = (9,80+0,02) m-s

Zdroj: Bohumil Vybiral Zpracovani dat fyzikalnych mereni



Chyba merania v meranej veliCine vs chyba merania (aj) v vstupnej veliCine

“Ordinary least squares”

“Total least squares”

L£=Y (yi — (am; + b))’

v

L= Z(aazi + by; + c)2

Tiez analyticky rieSitelny problém 31



Fitovanie polynomialnej zavislosti a iné

Sustavu dvoch linearnych rovnic vieme zovseobecnit aj na sustavu linearnych
rovnic (vid vs. skripta)

Ymodel = @ + 01T + E7’25[32—|‘. .. +bﬁr$N

Viac parametrov pri studiu na Matfyze

32



Linearizacia — pr. matematicke kyvadlo

T = 21 £%T2:4ﬂ2i
g g

Podobne vieme linearizovat aj iné vztahy a zistit meranu
zavislost len analyzou dat

33



Linearizacia — log log vs log lin grafy, a pod.

y ~ Az™ — log(y) ~ log(A) + nlog(x)

1.0 -

0.8 -

0.6 -

P

0.4

0.2 -

0.0 foe oo oo oree

Pozor! X

101;
102;
10—3;
10—4:

107° F

100 &

101

y ~ Ax™ + B nevedienalog(y) ~ log(A) + nlog(z) + log(B)
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Linearizacia — log log vs log lin grafy, a pod.

y ~ AExp[—az| = In(y) = In(4) — ax

| I I

.'-
20 1 ol .
e
15 —
.. ‘.
10 ¢ — ¢
%
- 100 -
5 _
K
ob
e,
| | | e o e | | |
2 4 6 8 > 4 6



Tichy nedostatok linearizacie

Problém
y; = AExp|—az;| + ¢; # In(y;) = In(4) — az; + In(e;)

Vysledna distribucia chyb nemusi byt opisatelna normalovym rozdelenim

Optimum, ktoré najdeme regresiou na linearizovanych datach nemusi byt
skutocnym optimom pre povodny model!
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Nelinearna regresia

V praxi sa rieSia nelinearne optimalizacné ulohy
L= Z(y? — f(z;; parametre modelu))?

Rozne algoritmy na optimalizaciu tychto uloh, ktoré roznym sposobom
y,kvadraticky“ aproximuju (vid napr. Algorithms for Optimization)

* Konjugované gradienty
* Broyden-Fletcher-Goldfarb—-Shanno algorithm

Implementované v knizniciach
Vstupné data mo6zu byt takisto usporiadana n-ticat.j. vektor!
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Ako si poradit so sumom?

38



Co ak je v datach vela Sumu? Robustifikacia

Niekedy pravdepodobnostné rozdelenie obsahuje tzv. ,,tazké chvosty“, t.j. pravdepodobnostné rozdelenie

klesa pomalSie ako p(z) exp(—z?), pr. p(x) < exp(—|z|). Vtedy prestava byt splneny predpoklad
o normalnom rozdeleni, ktory sme si ukazali pri maximum likelihood estimation, da sa ale stale pouzit tato metdda.

Priklady zdroja outlierov: pocCitacove spracovanie obrazu — hot pixels, EM Sum, ...

»Kuchynsky recept:

>
X Priemer > Median
k% 5 Smerodajna odchylka » ,Median absolute deviation®
T 2 1
= 3 A
N ® c = ——MED ||lx — MED|x
—=MED | <]
© Minimalizacia suctu Minimalizacia suctu absolutnych rozdielov
@ najmensich §tvorcov > odchylok (tzv. L1 norma)
éo odchylok Pozor uz nie je analyticky riesitelny problem,

ale existuju rychle algoritmy! [DOPLNIT]



RANSAC - Ako odfiltrovat sum

* Vyberieme nahodnu podcast originalnych dat
« Ziskame model na tejto podcasti dat
e Otestujeme model vocCivSetkym datam a vyberieme tie,
ktoré su dostatoCne blizko datam tieto nazvame tzv. inlieri
e Ziskame model vocivSetkym datam, ktoré su dostatocCne blizko
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Testovanie statistickych hypotéz



Testovanie statistickych hypotez

* Chi kvadrat — pouzivany na porovnanie Ci pozorovany statisticky
subor prislucha teoretickému modelu

.10 =

2

S (0; — E;) |
X' = 5 . . Dogroas of freedom
pocet kategorii t )

K

Povaine
A
woyol
|

Porovnavame s tabulovanymi datami, vid numerické G

kniznice v Pythone a porovname hodnotu koeficientu

k prisluchajucej p-hodnote 0.2

1 2 1 ] K
X = Pearson's cumulative test statistic

Zdroj: https://en.wikipedia.org/wiki/Pearsons_chi-squared_test
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Testovanie statistickych hypotez

* Kolmogorov Smirnoff test — porovnanie Ci distribucia testovanej
vzorky pochadza z danej distribucie alebo nie

1

CDFlz] = pocet merani s hodnotou < x % ool
N i)
B
D,, = max,|CDF,(z) — CDF(z))| E 06
'}_"a.;; 04}
=
-
3 02
0
.

Zdroj: https://en.wikipedia.org/wiki/Kolmogorov-Smirnov_test
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Ako na to prakticky ... napr. v Pythone



Uzitocné kniznice

SciPy S

.ﬂewm



Kde sa dozvediet viac?

* Doc. RNDr. FrantiSek Kundracik, CSc.
Spracovanie experimentalnych dat - skripta FMFI UK

e Studijni texty (Ceskej) FO
Bohumil Vybiral - Zpracovani dat fyzikalnych mereni

Pre pokrocilych:

* W.H. Press, S.A. Teukolsky, W. T. Vetterling, B.P. Flannery — Numerical Recipes: The
Art of Scientific Computing, Cambridge University Press

* M. J. Kochenderfer, T. A. Wheeler, Algorithms for Optimization - MIT Press
Cambridge, Massachusetts; London, England. 2019

 R.C. Maronna, R.D. Martin, V.J.Yohai, Robust statistics. John Wiley & Sons, 2006
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